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Öz 

Biyoenformatik, biyolojik bilgilerin bilgisayar teknolojileri yardımıyla incelenmesini ve değerlendirilmesini sağlayan bir araştırma 

alanıdır. Çok disiplinli bu alan sayesinde tıbbi veriler üzerinde yapılan çalışmalarda hızla yol alınabilmekte, gerek hastalıkların teşhis-

tedavi süreçlerinde gerek önlenmesi süreçlerinde başarılı çözümler bulunabilmektedir.  

Birçok farklı organizmada görülen ve hücre üzerinde olaylarda etkili olduğu ortaya çıkan mikroRNA (miRNA, miR olarak da 

isimlendirilir, mikro RiboNükleik Asit’in kısaltmasıdır)’ların genler üzerindeki etkisi ile ilgili çalışmalar da biyoenformatik yöntemler 

yardımıyla başarılı sonuçlar vermektedir. Özellikle kanser ile yakın ilişkili olduğu düşünülen mikroRNA’ların incelenmesinde mikrodizi 

teknikleri sıklıkla tercih edilmektedir. Mikrodizi olarak hazırlanan veri setleri makine öğrenmesi yöntemleri ile değerlendirilerek 

mikroRNA hedef genlerinin belirlenmesi, mikroRNA’ya bağlı hastalık/kanserin teşhis ve tedavi süreçleri ile ilgili hızlı ve doğruluğu 

yüksek sonuçlar elde edilebilmektedir. 

Bu araştırma çalışmasında, mikroRNA hedef gen tahmini sürecinde makine öğrenmesi tekniklerinin kullanımı incelenmiştir.  

 

Anahtar Kelimeler: mikroRNA, miRNA, mikrodizi, mikroRNA Hedef Tahmini.   

MicroRNA Target Prediction by Machine Learning-Based 

Microarray Technique: Research Study 

Abstract 

Bioinformatics is a research field that enables the examination and evaluation of biological information with the help of computer 

technologies. With the help of this multidisciplinary field, studies on medical data can progress rapidly, and successful solutions can be 

found both in the diagnosis-treatment processes of diseases and in the prevention processes. 

Studies on the effects of microRNAs (miRNA, also called miR, an abbreviation for micro RiboNucleic Acid) that are seen in many 

different organisms and are effective in events on the cell, also give successful results with the help of bioinformatics methods. 

Microarray techniques are frequently preferred especially in the examination of microRNAs that are thought to be closely related to 

cancer. By evaluating the data sets prepared as microarrays with machine learning methods, fast and high-accuracy results can be 

obtained regarding the determination of microRNA target genes, diagnosis and treatment processes of microRNA-related disease/cancer. 

In this research study, the use of machine learning techniques in the microRNA target gene prediction process was examined.  

 

Keywords: microRNA, miRNA, microarray, microRNA Target Prediction. 
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1. Giriş 

Biyoenformatik çok disiplinli bir araştırma alanı olup, 

biyolojik verilerin değerlendirilebilmesi ve sonuçların 

görselleştirilebilmesi için; biyoloji, biyokimya, genetik, 

moleküler biyoloji ve genetik, istatistik, matematik ve bilgisayar 

bilimleri gibi birçok alanı kapsamaktadır. Biyoenformatik 

çalışmalar sayesinde laboratuvar ortamında çalışılması çok zaman 

alacak veya mümkün olmayacak çalışmalar bilgisayar desteği ile 

yapılabilmektedir. Hastalıklardan korunma ve hastalıkların 

tedavisi sürecinde genetik yatkınlık, beslenme ve yaşam şekli gibi 

birçok etken etkili olmakla birlikte hastalıkların teşhisi, 

hastalıklardan korunma ve daha etkili tedavi yöntemlerin 

bulunması süreçlerinde genlerin ve mikroRNA adı verilen RNA 

(RiboNükleik Asit) hücrelerinin rolü büyüktür.  

mikroRNA’lar önemli gen düzenleyicileridirler; farklı 

organizmalarda görülmektedirler ve hastalıkların teşhis-

tedavisinde etkili oldukları anlaşılmaktadır (Maizere vd., 2007). 

mikroRNA’lar bir yada birden fazla hedef geni baskılayarak 

hücrenin gelişim, farklılaşma, çoğalma, ölümü gibi farklı 

olaylarda rol oynarlar (Karagün vd., 2014).  

Yapılan bu araştırma çalışmasında protein kodlamayan RNA 

hücreleri olan mikroRNA’ların hedef tahmin süreçleri ile ilgili 

teknik ve yöntemler incelenmiştir. Çalışmanın birinci bölümünde, 

mikroRNA’lar ile çalışmada çok tercih edilen tekniklerden olan 

mikrodizi tekniği ile ilgili bilgiler verilmeye çalışılmıştır. İkinci 

bölümde ise mikroRNA’lar, mikroRNA veri setlerini barındıran 

veri tabanları, makine öğrenmesi teknolojisini kullanan 

mikroRNA hedef tahmin araçları ve bu alanda yapılan çalışmalar 

incelenmiş ve karşılaştırmalara yer verilmiştir. Ayrıca mikroRNA 

hedef tahmini yapmak için makine öğrenmesi yöntemlerinin nasıl 

kullanılacağı incelenmiştir. 

2. Materyal ve Metot 

2.1. Mikrodizi 

Bu bölümde mikrodizi tekniği hakkında bilgiler 

paylaşılmıştır.  

Bazı kaynaklarda gençip, biyoçip, mikrodizin şeklinde de 

adlandırılan mikrodiziler, genomun (ACTG harflerinin bir dizisi 

şeklinde olan, bir canlıya ait tüm DNA bilgisi) bir çip üzerinde 

görüntülenmesini sağlayan bir teknolojidir. Bu teknoloji ile gen 

ifadesindeki farklılıklar tespit edilebilir. Mikrodizi teknolojisi için 

kullanılan çipleri hazırlayan Affymetrix (2021, Mart 27. 

https://www.affymetrix.com/), Illumina (2021, Mart 27. 

https://www.illumina.com/), Agilent (2021, Mart 27. 

https://www.agilent.com/), Exiqon (2021, Mart 27. 

http://www.exiqon.com/) gibi birçok firma bulunmaktadır. Bu 

mikrodizi teknolojisi ile mikroRNA hedef tahmini 

yapılabilmektedir. 

Birçok araştırmacı, farklı perspektiflerden mikroRNA hedef 

tahminin doğruluğunu geliştirmek için yöntemler önermişlerdir. 

Bu yöntemler mikroRNA ekspresyon profillerini, gen ekspresyon 

profillerini, varsayılan mikroRNA-gen etkileşimlerini, 

mikroRNA dizisini ve mikroRNA hedeflerini tahmin etmek için 

gen dizisi verilerini içerir (Jiang vd., 2015). Örneğin; Kim ve 

arkadaşları (Kim vd., 2009) mikroRNA’lar ve kolorektal 

kanserdeki hedef genleri arasındaki ilişkileri ortaya çıkarmak için, 

doğrusal bir modele dayanan mikrodizi ifade profillerini ve dizi 

verilerinin kullanarak etkili bir yöntem önermişlerdir. Lu ve 

arkadaşları ise (Lu vd., 2011), dizi tabanlı tahmin bilgisini, RISC 

mevcudiyetini ve mikroRNA/gen verilerini birleştirerek, 

mikroRNA hedeflerini tanımlamak için miRmap ismini 

verdikleri, mikrodizi verilerini kullanan bir regrasyon modeli 

önermişlerdir. 

Mikrodizi teknolojisindeki gelişmeler, araştırmacıların 

mikroRNA ve mRNA’ların ekspresyon seviyelerini eş zamanlı 

olarak ölçmesini sağlamıştır. Bu teknolojide genel olarak 

kullanılan yöntemler “denetimli” ve “denetimsiz” olarak 

kategorize edilebilir (Sedaghat vd., 2018). Mikrodizi 

yöntemlerinin hemen hepsi, mikroRNA hedef tahmininin 

zorluklarını aşmak için makine öğrenme tekniklerini 

kullanmışlardır (Van der Auwera vd.,2010, Liu vd., 2010, Sales 

vd., 2010, Lu vd., 2011, Muniategui vd., 2012, Rabiee-

Ghahfarrokhi vd., 2015, Abdelhadi Ep Souki vd., 2015, SaeTrom 

vd., 2005, Bandyopadhyay vd., 2009, Yousef vd., 2007, Reyes-

Herrera vd., 2011). 

2.1.1. Mikrodizi Veri Tabanları 

Mikrodizi verilerini paylaşan çeşitli veri tabanları 

bulunmaktadır.  

Bu veri tabanlarında MIAME (Minimum Information About 

a Microarray Experiment) kriterlerine uygun veri setleri 

paylaşılmaktadır (Oztemur vd., 2014, Brazma vd., 2001) 

Açık erişim sağlanabilen ve çok tercih edilen birkaç veri 

tabanı aşağıdaki gibidir: 

 NCBI – GEO (National Center for Biotechnology 

Information – Gene Expression Omnibus) (2022, Mart 8. 

https://www.ncbi.nlm.nih.gov/geo/) 

 ArrayExpress (2022, Mart 8. 

https://www.ebi.ac.uk/arrayexpress/) 

 DataMed (2022, Mart 8. https://datamed.org/) 

2.2. mikroRNA 

Bitki, hayvan, insan gibi farklı organizmalarda görülen 

mikroRNA’lar¸ protein kodlayan ve protein kodlamayan olarak 

sınıflandırabileceğimiz RNA’ların bir türüdür. Protein 

kodlamayan RNA grubunda olan mikroRNA’lar, 21-23 nükleotid 

uzunluğunda olan ve mRNA (messenger RNA, yine bir RNA 

türü) ile etkileşime girerek protein oluşumunu engelleyen küçük 

RNA’lardır. Önemli gen düzenleyicilerinden olan mikroRNA’lar, 

hücrenin çoğalması, değişimi, ölümü gibi süreçleri 

etkileyebilmektedir. 

İlk keşfedilen küçük RNA, mikroRNA’dır (Marry K.V., 

2005). mikroRNA’lar önemli gen düzenleyicileridirler, farklı 

organizmalarda görülmektedirler ve hastalıkların teşhis ve 

tedavisinde etkili oldukları anlaşılmaktadır (Maizere vd., 2007). 

MikroRNA’lar çeşitli hastalıkların gelişiminde ve ilerlemesinde 

kritik rol oynar (Chen vd., 2014). mikroRNA-mRNA hedef 

etkileşimlerinin tanımlanması ve validasyonu, mikroRNA’ların 

biyolojik süreçleri yöneten mikroRNA düzenleyici ağlarının da 

geniş bağlamdaki rolünü ayırt etmenin temelidir (Peterson vd., 

2014). MikroRNA’lar, bir pre-miRNA’dan türetilen ve 

transkripsiyon sonrası düzenlemeye katılan bir endojen sınıfıdır 

(Mathelier vd., 2010). 

mikroRNA’lar bitki, hayvan, mikrop, sünger, metazoan 

ve virüsler dahil çok sayıda organizmada tespit edilmiş olsa 

da suya yaşayan canlılarda görülmemiştir. mikroRNA’ların 

oluşumu önce uzun RNA formunda olan pri-miRNA ile 

başlar, sonrasında pre-miRNA aşamasına geçer ve son olarak 
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kısa mikroRNA şeklini alır (Saydam vd., 2011, Kwak vd., 

2010).  

2.2.1. mikroRNA Veri Tabanları 

mikroRNA’lar üzerinde çalışabilmek için kullanılabilecek 

birçok mikroRNA veri tabanı bulunmaktadır.  

Tablo 1. mikroRNA Veri Tabanları 

mikroRNA Veri Tabanlari 

NCBI-GEO (2022, Mart 8. 

https://www.ncbi.nlm.nih.gov/geo/)  

TCGA (The Cancer Genome Atlas)  

(2022, Kasım 21. https://www.cancer.gov/)  

ICGC (International Cancer Genome Consortium)  

(2022, Ocak 12. https://dcc.icgc.org/) 

TargetScan  

(2022, Haziran 19. http://www.targetscan.org/) 

miRWalk  

(2022, Haziran 19. http://mirwalk.umm.uni-heidelberg.de) 

miRBase  

(2022, Haziran 19. http://www.mirbase.org/) 

DisGeNet  

(2022, Haziran 19. http://www.disgenet.org/) 

HMDD (the Human Microrna Disease Database)  

(2022, Haziran 19. http://www.cuilab.cn/hmdd) 

2.2.2. Makine Öğrenmesi Tabanlı mikroRNA Hedef 

Tahmin Araçları 

mikroRNA hedef tahmininde kullanılabilecek birçok araç 

geliştirilmiştir. Bu hedef tahmin araçlarını işlevsel olarak 

gruplamak istenirse 2 gruba ayrılırlar: 

1. Klasik Hedef Tahmin Araçları: Yapısal özellikleri 

kullanarak de-novo tahminler yapmayı hedefleyen araçlardır. Bu 

araçlar tohum eşleştirme, termodinamik kararlılık, evrimsel 

koruma, hedef sitelerin erişilebilirliği ve aynı 3’UTR hedef 

sitelerinin sayısı gibi stratejiler kullanırlar (Riolo vd., 2020). 

miRANDA, miTarget gibi araçlar klasik yöntemleri 

kullanmaktadır. 

2. Makine Öğrenimi Destekli Araçlar: Deneysel olarak 

doğrulanmış mikroRNA hedeflerinin sayısı artıkça, “eğitim” 

verilerinin varlığını genel olarak kabul eden, makine öğrenmesi 

tabanlı, ikinci nesil araçlar ortaya çıkmıştır. Bu araçlar farklı 

makine öğrenmesi tekniklerini kullanırlar. 

Tablo 2. Makine Öğrenmesi Tabanlı mikroRNA Hedef Tahmin 

Araçları 

Makine Öğrenmesi Tabanlı mikroRNA Hedef Tahmin 

Araçları 

TargetSpy: mikroRNA hedef tahmini için denetimli bir 

makine öğrenme yaklaşımıdır (Sturm vd., 2010). 

MirSVR: miRanda tarafından öngörülen mikroRNA 

hedeflerin etkinliğini puanlamak ve sıralamak için bir 

algoritma içerir (Betel vd., 2010). 

MIReNA: Genom ölçeğinde ve derin dizilim verilerinden 

denetimsiz mikroRNA bulmak için kullanılabilecek bir araçtır 

(Mathelier vd., 2010). 

HuntMi: pre-miRNA tanımlama aracıdır (Gudyś vd., 2013). 

ComiR: Birleşimsel mikroRNA hedef tahmini için bir web 

aracıdır (Coronnello vd., 2013). 

RFMirTarget: Random Forest sınıflandırıcılı insan 

mikroRNA hedef gen tahmin aracıdır (Mendoza vd., 2013). 

miRClassify: Makine öğrenimine dayalı web sunucusu olarak 

hizmet veren bir araçtır (Zou vd., 2014). 

MiXGENE: Bütüncül moleküler modellerin hızlı 

prototiplenmesini sağlayan, iş akışları oluşturmak için ortam 

sunan bir araçtır (Holec vd., 2014). 

RLSMDA: Semi-supervised bir yöntem kullanan bir araçtır 

(Chen vd., 2014). 

mirMark: Site-Level ve UTR(UnTranslated Region) 

düzeylerinde, makine öğrenme tabanlı miRNA hedef tahmin 

yöntemi kullanan bir araçtır (Menor vd., 2014). 

imDC: mikroRNA verileriyle dengesiz(imbalanced) 

sınıflandırma için bir topluluk öğrenme yöntemi sunan araçtır 

(Wang vd., 2015). 

MBSTAR: mikroRNA hedeflerinde belirli fonksiyonel 

bağlama sitelerini öngörmek için çoklu örnek (multiple 

instance) öğrenme yöntemi sunan araçtır (Bandyopadhyay vd., 

2015). 

ncRNAclass: Kodlamayan(Non-coding) RNA özelliği 

hesaplama ve mikroRNA hedef tahmini için web platformu 

sunan araçtır (Karathanou vd., 2015). 

miRLocator: Bitki pre-miRNA dizileri içindeki olgun 

mikroRNA'ların makine öğrenmeye dayalı tahmin sağlayan 

araçtır (Cui vd., 2015). 

RDDpred: RNA seq verilerinden duruma özgü bir RNA 

düzenleme tahmin modeli sunan araçtır (Kim vd., 2016). 

OP-Triplet-ELM: Gerçek ve sözde mikroRNA öncüllerini 

belirleme aracıdır (Pian vd., 2016). 

TarPmiR: mikroRNA hedef bölgesi tahmini için yeni bir 

yaklaşım sunan araçtır (Ding vd., 2016). 

MiRTDL: mikroRNA hedef tahmini için derin öğrenme 

yaklaşımı sunan bir araçtır (Cheng vd. 2015). 

Mirnacle: SMOTE ve random forest makine öğrenme 

yöntemleri ile pre-miRNA hedef tahmini yapan bir araçtır 

(Marques vd., 2016). 

SpidermiR: mikroRNA verileri ile bütünleştirici analiz için bir 

R / biyoiletken paketi aracıdır (Cava vd., 2017). 

https://www.ncbi.nlm.nih.gov/geo/
https://www.cancer.gov/
http://www.mirbase.org/
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DP-miRNA: Derin öğrenme modeli kullanılarak öncü 

mikroRNA'nın geliştirilmiş öngörüsünü sunan bir araçtır 

(Thomas vd., 2017). 

izMİR: Pre-MiRNA tahmin algoritması içeren bir araçtır 

(Saçar Demirci vd., 2017). 

Mirnovo: Decision trees kullanan küçük RNA sıralama 

verilerinden ve tek hücreden mikroRNA'ların genom 

içermeyen tahminini sağlayan bir araçtır (Vitsios vd., 2017). 

microRPM: Tahmin modeli aracıdır. Bitki microRNA’sı için 

hazırlanmıştır (Tseng vd., 2018). 

DeepMirTar: Farklı düzeylerdeki 750 özelliği göz önünde 

bulundurabilen bir mikroRNA-hedef tahmin yöntemi aracıdır 

(Wen vd., 2018). 

Avishkar: mikroRNA hedef tahmini için bir algoritma paketi 

sunan araçtır (Ghoshal vd., 2018). 

miRTPred: Hedef tanıma özelliklerinin etkileşimini 

keşfetmek için hassas bir mikroRNA hedef tahmin modeli 

sunan araçtır (Maji vd., 2018). 

miES: mikroRNA önceliklendirilmesi için yeni bir algoritma 

sunan araçtır (Song vd., 2019). 

MRMR-mv: Multi-omics verilerini kullanarak over kanser 

yaşantısını öngörmek için Min-Redundancy ve Max-

Relevance Multi-view özellik seçimi sağlayan bir araçtır (El-

Manzalawy vd., 2018). 

miRTRS: mikroRNA hedeflerini öngörmek için bir öneri 

algoritması içeren araçtır (Jiang vd., 2018). 

2.2.3. mikroRNA Hedef Tahmininde Makine Öğrenmesi 

Kullanımı  

mikroRNA hedef tahmini için biyolojik yöntemleri kullanan 

klasik metotların yanında daha hızlı çözüm sağlayan ve klasik 

yöntemlerle sonuçlandırılması mümkün olmayan verilerin 

değerlendirilmesini sağlayan makine öğrenmesi yöntemleri 

geliştirilmiştir. Bilgisayar biliminin biyolojik verilerin 

değerlendirilmesi kullanması ile mikroRNA’ların anlaşılması, 

değerlendirilmesi, hedef tahmininin yapılması çok daha kolay bir 

hal almıştır. mikroRNA hedef tahmini yapmak için geliştirmiş 

birçok araç bulunmaktadır. Bir üstteki bölümde kısaca değinilen 

bu araçların büyük bir kısmı makine öğrenmesi tekniklerini 

kullanmaktadır.  

Makine öğrenmesi genel olarak; sistemlere denyim yoluyla 

otomatik olarka iyileştirme sağlayan bir yapay zeka 

uygulamasıdır; örnek veri setlerinden "öğrenir" ve elde edilen 

bilgileri bilinmeyen veriler üzerinde tahminler yapmak için 

kullanır (Bishop vd., 2006). Makine öğrenmesi ile hedef 

tahmininde; dizi özelliklerinden yol çıkarak "de novo" tahminler 

yapmaktan ziyade, kanıtlanmış biyolojik öneme sahip 

mikroRNA-mRNA çiftlerini referans alan yöntem kullanılır 

(Riolo vd., 2020). 

Mikrodizi araştırmalarında elde edilen veri kümesi, ham 

haliyle henüz kullanılabilir durumda değildir. Bu veriler üzerinde 

yine makine öğrenmesi teknolojileri ile ön hazırlık adımları 

uygulanmaktadır. Mikrodizi tabanlı mikroRNA hedef tahmininde 

makine öğrenmesinin kullanılmasında genel olarak aşağıdaki 

adımlar uygulanmaktadır: 

Şekil 1. Adım Adım mikroRNA Hedef Tahmini 

 

mikroRNA hedef tahmini için daha önce hazırlanmış araçlar 

kullanılabileceği gibi R (2022, Ağustos 10. https://www.r-

project.org/), Python (2022, Ağustos 10. 

https://www.python.org/) gibi programlama dilleri ve uygun 

kütüphaneleri yardımıyla da ilerlenebilir. Hazır araçlar belli 
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verisetlerini (örneğin bitki mikroRNA’sı için hazırlanmış bir araç 

insan verisi için başarılı olmayacaktır) kabul edebilmektedir. R 

programlama dili mikroRNA hedef tahmini için mikrodizi verileri 

ile çalışmaya uygun birçok kütüphane içermektedir. Özellikle 

Bioconductor (2022, Ağustos 10. https://www.bioconductor.org/) 

paketi ile mikroRNA verileri üzerinde çalışmalar yapılması 

yaygın olarak tercih edilmektedir.  

3. Sonuç 

mikroRNA’lar önemli gen düzenleyicilerdir. mRNA ile 

etkileşime girerek protein kodlanmasına engel olurlar. Birçok 

kanser türünün oluşma sebebinin mikroRNA’lar olduğu 

düşünülmektedir. mikroRNA’ların daha iyi anlaşılması ve hedef 

gen tahminlerinin yapılması hastalıkların tedavisi ve önlenmesi 

süreçlerinde büyük öneme sahiptir. Bilgisayar teknolojisi ve 

makine öğrenmesi teknikleri ile mikroRNA’lar her geçen gün 

daha fazla anlaşılmaktadır. Bu alanda yapılan çalışmalara ait 

verilerin ve uygulamaların birçoğunun açık paylaşımda olması 

süreci olumlu yönde etkilemektedir. 

Bu araştırma çalışmasında mikroRNA’lar ile ilgili temel 

bilgiler verilmeye çalışılmış, açık veri tabanları, hedef tahmin 

araçları gibi bilgiler genel bir perspektiften değerlendirilerek bu 

alanda çalışmaya yapmak isteyen araştırmacaların hizmetine 

sunulmuştur. Makine öğrenmesinin bu alanda kullanılması klasik 

yöntemler ile sonuç alınmasının mümkün olmadığı veya çok uzun 

zaman alabilecek çalışmaların daha hızlı ve başarılı şekilde 

tamamlanmasını sağlamıştır. Makine öğrenmesi yardımıyla 

birçok hedef tahmini yapılabilmiştir. mikroRNA’lar keşfedilmeye 

devam eden RNA’lardır. Makine öğrenmesi kullanılarak bu 

alanda birçok yeni çalışma yapılması ve yeni tespitler mümkün 

olabilecektir. Yapılacak yeni çalışmalar ile mikroRNA ile ilgili 

bilgilerin daha da netleşmesi ve olumlu sonuçlar alınması 

beklenmektedir. 
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